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We are drowning in information,

but starving for knowledge. John Naisbett

1 Einleitung

In jedem Unternehmen gibt es heute Systeme zur
elektronischen Datenverarbeitung, sei es in der Pro-
duktion, im Vertrieb, in der Lagerhaltung oder im
Personalwesen. Jedes dieser Systeme bendttigt, um
seine Aufgabe erfiillen zu kénnen, Daten, die entwe-
der noch in einfachen Dateien oder schon in moder-
nen Datenbanksystemen abgelegt sind. Man kénnte
nun meinen, daf} alles erreicht sei, wenn diese Da-
ten in ausreichendem Umfang zur Verfiigung ste-
hen. Hat man z.B. eine gut gefithrte Kundenkartei,
S0 ,,weil* man ja alles, was man iiber seine Kunden
wissen muf}, denn jede denkbare Einzelinformation
kann jederzeit abgerufen werden.

Doch Daten allein geniigen nicht. Man kénnte
sagen, dafl man in einer Datenbank den Wald vor
lauter Baumen nicht sieht. Denn Einzelinformatio-
nen lassen sich aus einer Datenbank leicht abrufen,
auch kann man einfache Aggregationen berechnen
lassen (z.B. den durchschnittlichen Monatsumsatz
im Raum Frankfurt im Jahre 1996), doch allgemei-
nere Muster, Strukturen, Regelméfligkeiten bleiben
unbemerkt. Gerade diese Muster konnen es jedoch
sein, die sich z.B. zu einer Umsatzsteigerung aus-
nutzen lassen. Findet man z.B. in einem Super-
markt heraus, dafl bestimmte Produkte oft zusam-
men gekauft werden, so kann die Verkaufszahl u.U.
durch eine entsprechende Anordnung dieser Pro-
dukte in den Regalen des Marktes gesteigert wer-
den.

In diesem Aufsatz versuche ich zunéchst, den Un-
terschied zwischen ,,Daten“ und ,, Wissen“ zu fassen,
um Begriffe zu gewinnen, mit denen sich deutlich
machen l48t, warum das blole Sammeln von Daten
nicht ausreicht. Als Illustration fiihre ich ein Bei-

spiel aus der Geschichte der Wissenschaft an. Ich ge-
he dann auf die im Zusammenhang mit Datenanaly-
sen immer hiufiger genannten Schlagworte ,, Know-
ledge Discovery in Databases* (KDD) und ,Data
Mining“ (DM) ein und erldutere den KDD-Proze8,
in dem ,,Data Mining“ einen Schritt darstellt. Um
die Ideen des Data Mining zu veranschaulichen, be-
spreche ich schliellich einige Beispiele aus der Viel-
zahl verfiigbarer Data-Mining-Verfahren.

2 Daten und Wissen

Ich unterscheide in diesem Aufsatz zwischen Daten
(data) und Wissen (knowledge). Aussagen wie ,,Ko-
lumbus entdeckte Amerika im Jahre 1492.“ oder
,Herr Meier fahrt einen VW Golf.“ sind Daten. Da-
bei ist es irrelevant, ob ich das Jahr der Entdeckung
Amerikas und den Typ des Wagens von Herrn Mei-
er schon kenne oder nicht, ob ich diese Kenntnis
im Moment benétige oder nicht, usw. Wesentlich
ist, dafl sich diese Aussagen auf Einzelfille bezie-
hen. Sie haben daher (wenn sie wahr sind) nur einen
engen Giiltigkeitsbereich und sind folglich nur sehr
begrenzt niitzlich.

Oft wird statt ,,Datum* auch das Wort ,, Informa-
tion“ verwendet. Dies héngt mit der Bedeutung zu-
sammen, die dem Wort ,, Information® in der Shann-
onschen Informationstheorie gegeben wird. Im All-
tag benutzen wir jedoch , Information“ in anderer
Weise. Nicht jedes Datum ist eine Information, dazu
muf} es in der vorliegenden Situation auch relevant
sein. Um mogliche Mifversténdnisse zu vermeiden,
werde ich daher stets von ,,Daten“ sprechen.

Wissen besteht aus Aussagen wie ,, Alle Massen
ziehen einander an.“ oder , T&glich um 17:04 Uhr
fahrt ein InterRegio von Magdeburg nach Braun-
schweig.“ Auch hier wird zunichst die Relevanz der
Aussage vernachlissigt. Wesentlich ist, daf§ sich die-
se Aussagen nicht auf Einzelfille beziehen, sondern



allgemeine Gesetze oder Regeln sind. Sie haben da-
her (wenn sie wahr sind) einen weiten Giiltigkeits-
bereich, und vor allem: Sie lassen Voraussagen zu
und sind daher i.a. sehr niitzlich.

Zwar werden, besonders im Alltag, auch Aussa-
gen der Art ,Kolumbus entdeckte Amerika im Jah-
re 1492.“ als Wissen bezeichnet, ich sehe aber von
dieser Verwendung des Wortes ,, Wissen“ ab. Samm-
lungen von Daten iiber Einzelfélle sollen noch nicht
als Wissen gelten.

Daten und Wissen kénnen demnach durch folgen-
de Eigenschaften gekennzeichnet werden:

Daten

e beziehen sich auf Einzelfille
(Zeitpunkte, Objekte, Personen, etc.)

e beschreiben individuelle Eigenschaften

e sind oft in grofler Zahl/Menge vorhanden
(Datenbanken)

e sind gewohnlich leicht zu erfassen bzw. zu be-
schaffen (z.B. Scannerkassen im Supermarkt,
Internet)

e lassen keine Vorhersagen zu

Wissen

e bezieht sich auf Fallklassen
(Mengen von Zeitpunkten, Objekten, Perso-
nen, etc.)

e beschreibt allgemeine Muster, Strukturen, Ge-
setze, Prinzipien, etc.

e besteht aus moglichst wenigen Aussagen
(dies ist eine Zielsetzung, s.u.)

e ist gewdhnlich schwer zu finden bzw. zu be-
schaffen (z.B. Suche nach Naturgesetzen, Aus-
bildung)

e lifit Vorhersagen zu

Aus diesen Kennzeichnungen 148t sich bereits ab-
lesen, dafl Wissen i.a. wesentlich niitzlicher ist als
reine Daten. Die Allgemeinheit der Aussagen und
die Moglichkeit von Vorhersagen iiber die Eigen-
schaften bzw. das Verhalten neuer Félle machen sei-
ne Uberlegenheit aus.

Aber auch Wissen ist nicht gleich Wissen. Nicht
jede allgemeine Aussage ist gleich wichtig, gleich ge-
haltvoll, kann mit gleichen Nutzen verwendet wer-
den. Wissen mufl daher bewertet werden. Die fol-
gende Liste fiihrt einige Bewertungskriterien auf,
beansprucht jedoch nicht, vollsténdig zu sein.

Bewertungskriterien fiir Wissen
e Korrektheit (Wahrscheinlichkeit, Testerfolg)
e Allgemeinheit (Geltungsbereich, Geltungsbe-
dingungen)
o Nutzbarkeit (Relevanz, Vorhersagekraft)

e Versténdlichkeit
(Einfachheit, Ubersichtlichkeit)

e Neuheit (vorher unbekannt, unerwartet)

In der Wissenschaft stehen dabei Korrektheit,
Allgemeinheit und Einfachheit (Sparsamkeit) im
Vordergrund: Wissenschaft kann man (unter ande-
rem) charakterisieren als die Suche nach einer Mini-
malbeschreibung der Welt. In der Wirtschaft wird
man hoheren Wert auf Nutzbarkeit, Verstdndlich-
keit und Neuheit legen: Man versucht schlieflich,
einen Marktvorteil zu erlangen und so einen héher-
en Gewinn zu erzielen. In keinem der beiden Be-
reichen kann man es sich jedoch nicht leisten, die
iibrigen Kriterien zu vernachléssigen.

2.1 Tycho Brahe und
Johannes Kepler

Tycho Brahe (1546-1601) war ein dénischer Adeli-
ger und Astronom, der im Jahre 1576 mit der finan-
ziellen Unterstiitzung von Konig Frederic IT auf der
Insel Ven, etwa 32 km nordéstlich von Kopenha-
gen, eine Sternwarte errichtete. Mit den besten Be-
obachtungsinstrumenten seiner Zeit (es gab damals
noch keine Fernrohre, erst Galileo Galilei (1564-
1642) und Johannes Kepler (siehe unten) setzten
Fernrohre zur Himmelsbeobachtung ein) bestimm-
te er die Positionen der Sonne, des Mondes und der
Planeten mit einer Genauigkeit von einer Bogenmi-
nute, was alle bis zu diesem Zeitpunkt durchgefiihr-
ten Messungen weit iibertraf. Sorgfiltig zeichnete er
die Bewegungen der Himmelskorper iiber mehrere
Jahre hinweg auf.

Tycho Brahe sammelte Daten iiber unser Plane-
tensystem. Sehr grofie Mengen von Daten. Aber er
war nicht in der Lage, sie in einem einheitlichen
Schema zusammenzufassen. Er konnte genau sa-
gen, an welchem Ort des Himmels z.B. der Mars
an einem bestimmten Tag des Jahres 1584 gestan-
den hatte, aber er war nicht in der Lage, die ver-
schiedenen Positionen an verschiedenen Tagen so
durch eine Theorie zueinander in Beziehung zu set-
zen, so dafl sie mit seinen hochgenauen Beobach-
tungen “ubereinstimmten. Alle Hypothesen, die er
versuchte, liefen sich nicht mit seinen Beobachtun-
gen vereinen. Zwar entwickelte er das tychonische
Planetensystem, nach dem sich Sonne und Mond
um die Erde, alle anderen Planeten aber um die
Sonne bewegen, doch bewihrte sich dieses System
nicht. Heute kénnte man sagen: Tycho Brahe hat-
te ein ,Data Mining“ oder ,,Knowledge Discovery*
Problem. Er verfiigte iiber Daten, konnte aber das
in ihnen enthaltene Wissen nicht herausziehen.

Johannes Kepler (1571-1630) war ein deutscher



Astronom und Gehilfe von Tycho Brahe. Er ver-
trat das kopernikanische Planetensystem und ver-
suchte sein Leben lang, die Gesetzméfligkeiten zu
finden, die die Bewegungen der Planeten bestim-
men. Er suchte nach einer mathematischen Be-
schreibung, was fiir seine Zeit ein geradezu radika-
ler Ansatz war. Sein Ausgangspunkt waren die von
Tycho Brahe gesammelten Daten. Nach vielen Ver-
suchen und langen Rechnungen gelang es Johannes
Kepler schliefflich, die Daten Brahes in drei Geset-
zen, den bekannten Keplerschen Gesetzen, zusam-
menzufassen. Nachdem er 1604 erkannt hatte, dafl
die Marsbahn eine Ellipse ist, veroffentlichte er die
ersten beiden Gesetze 1609 in ,, Astronomia Nova“,
das dritte zehn Jahre spéter in seinem Hauptwerk
»Harmonica Mundi“.

1. Alle Planeten bewegen sich auf Ellipsen, in de-
ren einem Brennpunkt die Sonne steht.

2. Eine von der Sonne zum Planeten gezogene
Linie iiberstreicht in gleichen Zeiten gleiche
Fléachen.

3. Die Quadrate der Umlaufzeiten zweier Plane-
ten verhalten sich zueinander wie die Kuben
der grolen Hauptachsen ihrer Umlaufbahnen.

Tycho Brahe hatte eine grofle Menge von Daten
gesammelt, Johannes Kepler endeckte die Gesetze,
durch die sie erkldrt werden konnen. Er fand die
in den Daten versteckte Information, das verbor-
gene Wissen. Dadurch wurde Kepler zu einem der
berithmtesten ,,Data Miner“ der Geschichte.

Heute sind die Arbeiten Tycho Brahes fast ver-
gessen. Seine Kataloge haben nur noch histori-
schen Wert. Kein Lehrbuch der Astronomie enthélt
Ausziige aus seinen Messungen. Seine Beobach-
tungen sind reine Daten und haben damit einen
entscheidenden Nachteil: Sie lassen keine Vorher-
sagen zu. Keplers Gesetze werden dagegen in al-
len Astronomie- und Physiklehrbiichern behandelt,
denn sie geben die Prinzipien an, nach denen sich
sowohl Planeten als auch Kometen bewegen. Sie fas-
sen alle Messungen Brahes in drei einfachen Aus-
sagen zusammen. Auflerdem lassen sie Vorhersagen
zu: Kennt man die Position eines Planeten zu einem
bestimmten Zeitpunkt, so kann man mit Hilfe der
Keplerschen Gesetze seine Bahn vorausberechnen.

3 Knowledge Discovery
und Data Mining

Wie hat Johannes Kepler seine Gesetze gefunden?
Wie ist es ihm gelungen, aus den langen Tabellen
und umfangreichen Katalogen von Tycho Brahe je-
ne einfachen Gesetzen herauszudestillieren, die die

Astronomie revolutionierten? Wir wissen nicht viel
dariiber. Viele Fehlversuche und langwierige Rech-
nungen werden notwendig gewesen sein. Hohes ma-
thematisches Talent, ausdauernde Arbeit und ein
nicht zu unterschéitzendes Mafl an Gliick ermoglich-
ten wohl schliellich den Erfolg. Eine universelle Me-
thode zur Entdeckung physikalischer oder astrono-
mischer Gesetze hat Kepler nicht gekannt.

Auch heute kennen wir keine solche allgemeine
Methode. Nach wie vor ist Wissen sehr viel schwerer
zu erlangen als Daten, von denen wir in der heutigen
,Informationsgesellschaft“ geradezu iiberschwemmt
werden. Es bedarf heute nicht einmal mehr der jah-
relangen Fleiflarbeit eines Tycho Brahe, um Da-
ten zu erheben. Automatische Mefigerite, Scanner,
digitale Kameras und Computer haben diese Auf-
gabe {ibernommen. Die Fortschritte in der Daten-
banktechnologie erméglichen die Speicherung im-
mer groflerer Datenmengen. Wir ertrinken in einem
Meer von Informationen, aber wir hungern nach
Wissen (John Naisbett).

Wenn es schon einen Mann wie Johannes Kep-
ler mehrere Jahre kostete, die nach heutigem Maf-
stab winzigen Datenbestdnde Tycho Brahes aus-
zuwerten (wobei er sich sogar noch auf die Mars-
daten beschriinkte), wie sollen wir heute mit den
zur Verfiigung stehenden Datenmengen fertig wer-
den? Manuelle Analysen sind schon lange nicht
mehr durchfithrbar. Einfache Hilfsmittel, wie z.B.
die Darstellung von Daten in Diagrammen, stoflen
an ihre Grenzen. Will man nicht einfach vor der
Datenflut kapitulieren, so ist man gezwungen, nach
intelligenten rechnergestiitzten Verfahren Ausschau
zu halten, mit denen sich die Datenanalyse wenig-
stens teilweise automatisieren 148t. Diese Verfahren
sind es, die sich hinter den Schlagworten , Know-
ledge Discovery in Databases“ und ,,Data Mining*
verbergen. Zwar konnen sie einen Johannes Kep-
ler noch lange nicht ersetzen, aber vielleicht wire
er, unterstiitzt von diesen Verfahren, schneller zum
Ziel gelangt.

Oft werden die Begriffe ,,Knowledge Discovery*
und ,,Data Mining“ synonym gebraucht, ich wer-
de sie hier jedoch unterscheiden. Ich verstehe unter
,Knowledge Discovery in Databases“ einen Prozef3,
der mehrere Schritte umfalt und der Entdeckung
von giiltigen, nutzbaren, verstéindlichen, unbekann-
ten und unerwarteten Zusammenhéngen in Daten
dient. Ein Schritt in diesem Prozef ist ,Data Mi-
ning“. In ihm werden bestimmte Modellierungs-
und Entdeckungstechniken auf bereits vorverar-
beitete Daten angewandt. Die Ergebnisse dieses
Schritts werden in einer weiteren Phase visualisiert,
interpretiert, bewertet und in Werkzeugen (Pro-
grammen) nutzbar gemacht.



3.1 Der KDD-Prozef3

In diesem Aufsatz wird der KDD-Prozef in zwei
Vor- und fiinf Hauptstufen gegliedert, doch ist die-
se Gliederung keineswegs verbindlich. Ein einheit-
liches, allgemein anerkanntes Schema liegt bislang
noch nicht vor.

Vorstufen

e Bestimmung des Nutzenpotentials
e Anforderungs- und Durchfithrbarkeitsanalyse

Hauptstufen

e Sichtung des Datenbestandes, Datenauswahl,
ggf. Datenerhebung
e Vorverarbeitung (60-80% des Aufwandes)
— Vereinheitlichung und Transformation der
Datenformate
— Siduberung (Behandlung von Fehlern,
Fehlstellen und Ausreiflern)
— Reduktion / Fokussierung (Stichproben,
Attributauswahl, Prototypenbildung)

e Data Mining (mit verschiedenen Verfahren)

e Visualisierung (auch parallel zu Vorverarbei-
tung, Data Mining und Interpretation)

e Interpretation, Priifung und Bewertung der
Ergebnisse

e Anwendung und Dokumentation

In den Vorstufen soll vor allem gekldrt werden,
ob die Hauptstufen des KDD-Prozesses iiberhaupt
durchlaufen werden sollten. Denn nur wenn der
potentielle Nutzen hoch genug, die Kosten einer
Durchfiihrung nicht zu hoch und die Anforderungen
durch Data-Mining-Verfahren erfiillbar sind, kann
mit einem Nutzen gerechnet werden.

In den Hauptstufen werden zunédchst die Da-
ten, die auf verborgenes Wissen hin untersucht
werden sollen, ausgewéhlt und in eine Form ge-
bracht, in der Data-Mining-Verfahren angewendet
werden konnen. Dieser Vorverarbeitungsschritt ist
gewOhnlich der aufwendigste des ganzen Prozesses.
Abhéngig von der in der Anforderungsanalyse fest-
gestellten Data-Mining-Aufgabe (siche unten) wer-
den anschlieend Entdeckungstechniken eingesetzt,
deren Ergebnisse zur Priifung und Interpretation vi-
sualisiert werden konnen. Da sich das gewiinschte
Ergebnis nur selten schon nach dem ersten Versuch
ergibt, miissen einige Schritte der Vorverarbeitung
(z.B. die Attributauswahl) und die Anwendung der
Data-Mining-Verfahren ggf. mehrfach durchlaufen
werden. Spétestens hier zeigt sich, dal KDD kein
vollig automatisierter, sondern ein interaktiver Pro-
zef3 ist. Der Benutzer priift und bewertet die erziel-
ten Ergebnisse und nimmt, wenn notig, Anpassun-
gen am Ablauf des KDD-Prozesses vor.

3.2 Data-Mining-Aufgaben

Im Laufe der Zeit haben sich typische Aufgaben her-
auskristallisiert, die Data-Mining-Verfahren l6sen
konnen sollten. Zu diesen gehéren vor allem die fol-
genden, die ich, neben ihrer Bezeichnung, durch eine

typische Fragestellung zu charakterisieren versucht
habe.

o Klassifikation (classification)
Ist dieser Kunde kreditwiirdig?

e Konzeptbeschreibung (concept description)
Welche FEigenschaften haben reparaturanfillige
Fahrzeuge?

e Segmentierung (segmentation, clustering)
Was fiir Kundengruppen habe ich?

e Prognose (prediction, trend analysis)
Wie wird sich der Dollarkurs entwickeln?

e Abhéngigkeitsanalyse
(dependency/association analysis)
Welche Produkte werden zusammen gekauft?

o Abweichungsanalyse (deviation analysis)
Gibt es jahreszeitliche Umsatzschwankungen?

Am héaufigsten sind Klassifikations- und Progno-
seprobleme, da ihre Losung unmittelbare Auswir-
kungen auf den Umsatz und den Gewinn eines Un-
ternehmens haben kann. In letzter Zeit werden aber
auch Abhéngigkeitsanalysen immer 6fter benotigt,
z.B. wenn Verbundkiufe in Supermérkten unter-
sucht werden (Warenkorbanalyse).

4 Beispiele fiir
Data-Mining-Verfahren

Data-Mining-Verfahren stammen aus den verschie-
densten Bereichen. Klassische statistische Verfah-
ren finden ebenso Verwendung wie Entwicklungen
der kiinstlichen Intelligenz, des maschinellen Ler-
nens oder des sogenannten ,,Soft Computing*. Data
Mining ist also stark interdisziplinér.

In diesem Abschnitt werden an einigen Beispie-
len aus der Vielzahl der verfiigbaren Data-Mining-
Verfahren einige Kernideen, wenn auch nur sehr
knapp, erldutert. Es ist klar, dal nicht alle Verfah-
ren beriicksichtigt werden konnen — ihre grofie Zahl
verbietet dies.

4.1 Entscheidungsbiume

Entscheidungsbdume [5, 18, 19, 4] sind eine der
bekanntesten Formen von Klassifikatoren, d.h. von
Verfahren, die einen Fall anhand seiner Eigenschaf-
ten einer Klasse zuordnen. Die Entscheidung iiber
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Abbildung 1: Ein Entscheidungsbaum zur Bestim-
mung eines Medikamentes. Zuerst wird der Blut-
druck getestet. Ist der Wert hoch oder niedrig, kann
das richtige Medikament sofort angegeben werden.
Ist der Blutdruck normal, wird das Alter des Pa-
tienten gepriift, wodurch auch in diesem Fall das
richtige Medikament bestimmt werden kann.

die Klassenzugehorigkeit eines Falles wird durch das
Durchlaufen eines Baumes gefillt, wobei an jeder
Verzweigung eine Eigenschaft des zu klassifizieren-
den Falles gepriift wird. Es wird dann derjenige
Zweig verfolgt, der dem festgestellten Wert der Ei-
genschaft zugeordnet ist. Dies geschieht so lange,
bis ein Blatt erreicht wird, das die Klasse angibt.
Ein Beispiel, in dem ein Medikament aus Patien-
tenmerkmalen bestimmt wird, zeigt Abbildung 1.
Liegt ein Datensatz bereits klassifizierter Fille
vor, so lassen sich Entscheidungsbdume leicht auto-
matisch konstruieren. Entscheidungsbaumlernpro-
gramme nehmen dazu eine schrittweise Untertei-
lung der Fille nach bestimmten Kriterien vor, bis
eine moglichst gute Klassifizierung erreicht ist. Ein
Beispiel soll dies illustrieren. Gegeben sei der in Ta-
belle 1 gezeigte Datensatz, das wirksame Medika-
ment soll vorhergesagt werden. Ein Entscheidungs-
baumlernprogramm unterteilt die Fille wie in Ta-
belle 2 gezeigt, was anhand von Blutdruck und Alter
eine perfekte Vorhersage ermoglicht. Der zugehorige
Entscheidungsbaum ist in Abbildung 1 dargestellt.

4.2 Schluffolgerungsnetze

Schlufolgerungsnetze haben sich aus der Wahr-
scheinlichkeitstheorie als Bayessche Netze (nach
Thomas Bayes, 1702-1761) [17] und Markovnetze
(nach Andrej Andrejewitsch Markov, 1856-1922)
[13] entwickelt, heute werden aber auch andere Un-
sicherheitskalkiile als die Wahrscheinlichkeitstheo-
rie zum Aufbau von Schluifolgerungsnetzwerken
herangezogen [8, 3|. Schlufifolgerungsnetze eignen
sich besonders fiir die Darstellung von Abhéngigkei-

’ No H Geschecht ‘ Alter ‘ Blutdruck H Med. ‘
1 || méannlich | 20 normal A
2 || weiblich 73 normal B
3 || weiblich 37 hoch A
4 || ménnlich | 33 niedrig B
5 || weiblich 48 hoch A
6 || mannlich | 29 normal A
7 || weiblich 52 normal B
8 || ménnlich | 42 niedrig B
9 || ménnlich | 61 normal B

10 || weiblich 30 normal A
11 || weiblich 26 niedrig B
12 || ménnlich | 54 hoch A

Tabelle 1: Patientendaten zusammen mit einem
wirksamen Medikament (wirksam in bezug auf eine
nicht néher spezifizierte Krankheit). Es féllt schwer,
direkt aus dieser Tabelle eine Regel fiir die Vorher-
sage des richtigen Medikamentes abzulesen.

| No || Blutdruck | Alter | Med. |
3 hoch 37 A
5 hoch 48 A
12 hoch 54 A
1 normal 20 A
6 normal 29 A
10 normal 30 A
7 normal 52 B
9 normal 61 B
2 normal 73 B
11 niedrig 26 B
4 || niedrig 33 B
8 niedrig 42 B

Tabelle 2: Durch ein Entscheidungsbaumlernpro-
gramm vorgenommene Aufteilung der Falle aus Ta-
belle 1. Blutdruck und Alter des Patienten bestim-
men zusammen das wirksame Medikament.

ten mehrerer Merkmale. Welche Mermale vonein-
ander abhingen wird durch ein Netzwerk (Hyper-
graph) dargestellt. Die Details der Abhéingigkeiten
werden z.B. durch Wahrscheinlichkeits- oder Pos-
sibilitatsverteilungen beschrieben, die den Verbin-
dungen in diesem Netzwerk zugeordnet sind.
Durch das automatisierte Lernen von Schlufl-
folgerungsnetzen aus Daten [6, 9, 3] 1dBt sich
eine Abhéngigkeitsanalyse durchfithren. In Zu-
sammenarbeit mit der Daimler-Benz Forschungs-
abteilung Ulm konnte ich eine solche Analy-
se auf einer Mercedes-Benz-Fahrzeugdatenbank



el. Schie- Klima- Motor- Reifen— Schlupf- Abbildung 2: Ein Ausschnitt eines
bedach anlage baureihe typ regelung fiktiven zweischichtigen Schluf3fol-
gerungsnetzes, das die Abhéngig-
keiten zwischen Schiéden/Fehlern
(untere Schicht) und Bauzustands-
merkmalen (obere Schicht) be-
schreibt. Ubereinstimmungen mit
Batterie- Kompressor- Bremsen- tatsdchlichen Abh#ngigkeiten sind
schaden schaden schaden rein zufillig.
(fiktive) Hiufigkeit Klimaanlage gabelle 3.:. Ei'n ﬁl'(tive's Teilnetz, d.as
von Batterieschiden mit ohne ie Abhéngigkeit eines B.atte?rle-
schadens vom Vorhandensein eines
elektrisches mit 9% 3% elektrischen Schiebedaches und ei-
Schiebedach ohne 39 2% ner Klimaanlage beschreibt.

durchfithren, um nach Abhéngigkeiten zwischen
den Ausstattungsmerkmalen eines Fahrzeugs und
Schéden bzw. Fehlern zu suchen. Ein fiktives Bei-
spiel fiir das Ergebnis einer solchen Analyse (ech-
te Ergebnisse unterliegen selbstversténdlich der Ge-
heimhaltung) ist in Abbildung 2 und Tabelle 3 ge-
zeigt. Tabelle 3 wiirde darauf hindeuten, daf} die
Batterie der erhohten Belastung durch die Sonder-
ausstattungen Klimaanlage und elektr. Schiebedach
nicht ganz gewachsen ist.

Lernprogramme fiir Schlufifolgerungsnetze ha-
ben viel mit Entscheidungsbaumlernprogrammen
gemeinsam. Auch sie teilen die Daten nach eini-
gen ihrer Merkmalen auf, jedoch etwas anders als
Entscheidungsbédume. Durch diese Aufteilung ver-
suchen sie, die Unterschiede in den Werthéufigkei-
ten anderer Merkmale zu maximieren.

4.3 Clusteranalyse

Durch eine Clusteranalyse [2, 22, 21, 14] werden
Félle zu Gruppen zusammengefaf3t. Das Ziel ist,
dafl zwei Fille aus einer Gruppe sich moglichst
dhnlich sind, und zwei Fille aus zwei verschiede-
nen Gruppen moglichst unterschiedlich. Gelingt ei-
ne solche Einteilung in Gruppen, so kann man oft al-
le Félle einer Gruppe wie einen Fall behandeln (Pro-
totypenbildung), oder man kann versuchen, die die
Gruppen unterscheidenden Merkmale zu bestim-
men (Konzeptbeschreibung). Ein Beispiel fiir eine
Clustereinteilung zeigt Abbildung 3.

Ein hiufig verwendetes Verfahren zur Cluster-
analyse ist das hierarchische Clustern. Bei diesem
Verfahren bildet man zunéchst Ein-Fall-Cluster, die
dann schrittweise vergroflert werden, indem man
stets die beiden am dichtesten zusammenliegenden
Cluster vereinigt. Wenn nur noch eine bestimmte
vorgegebene Zahl von Clustern iibrig ist, wird das

Abbildung 3: Eine Einteilung zweidimensionaler
Daten in Cluster. Der Kreis und die Ellipsen deu-
ten an, welche Punkte zu einer Gruppe zusammen-
gefafit wurden.

Verfahren abgebrochen. Es ist klar, daf} das Ergeb-
nis des Verfahrens stark von dem verwendeten Ab-
standsmafl abhéngt, da dieses ja bestimmt, welche
Cluster vereinigt werden.

Eine Erweiterung der klassischen Clusteranaly-
se ist die Fuzzy-Clusteranalyse [10], die mit gra-
duellen Zugehorigkeiten zu einem Cluster arbeitet.
D.h., es ist erlaubt, dafl ein Fall zu zwei Clustern
gleichzeitig gehért, jedoch nur z.B. mit 50%. Gra-
duelle und Mehrfachzugehorigkeiten bieten beson-
ders in der Bildverarbeitung Vorteile. Im Gegensatz
zum hierarchischen Clustern wird bei der Fuzzy-
Clusteranalyse eine Funktion optimiert.

4.4 Neuronale Netze

Neuronale Netze [1, 20, 16] wurden urspriinglich
den Gehirnstrukturen von Lebewesen nachempfun-
den. Thre Entwicklung ging jedoch bald eigene We-
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Abbildung 4: Ein einfaches neuronales Netz aus
sechs Neuronen mit Eingabe-, Ausgabe- und ver-
steckter Schicht.

ge, so daBl man heute nur noch von einer ent-
fernten Analogie zum biologischen Ursprung spre-
chen kann. Neuronale Netze sind aus kleinen Re-
cheneinheiten, den sogenannten Neuronen, aufge-
baut, die iiber gewichtete Verbindungen miteinan-
der verschaltet werden. Jedes Neuron berechnet die
gewichtete Summe seiner Eingéinge und aus die-
ser iiber eine festzulegende Funktion einen Aktivie-
rungsgrad, der die Ausgabe des Neurons darstellt.
Die Ausgabe eines Neurons kann die Eingabe eines
anderen Neurons sein. So lassen sich aus einfachen
Einheiten komplexe Strukturen aufbauen, die z.B.
in der Lage sind, beliebige Funktionen zu approxi-
mieren.

Neuronale Netze sind gewohnlich in Schichten
organisiert. Verbindungen gibt es dann nur zwi-
schen Neuronen zweier benachbarter Schichten. Es
gibt eine Eingabeschicht, eine Ausgabeschicht und
gewohnlich eine oder mehrere ,,versteckte“ Schich-
ten (siehe Abbildung 4). Eine solche Struktur kann
leicht auf die Ausgabe bestimmter Werte bei Anlie-
gen bestimmter Eingangswerte ,trainiert“ werden.
Die am héufigstens verwendete Trainingsmethode
ist die sogenannte Riickpropagation (back propaga-
tion), bei der der Fehler, d.i. die Abweichung des
gelieferten vom gewiinschten Ausgabewert, von den
Ausgabeneuronen durch die versteckten Schichten
in Richtung auf die Eingabeneuronen weitergegeben
wird. Auf diesem Wege werden die Verbindungsge-
wichte so angepaft, dafl sich der Fehler verringert.

Neuronale Netze haben den groflen Nachteil,
daBl sie zwar sehr michtig sind (mit speziellen
Netzstrukturen 148t sich sogar eine Clusteranaly-
se durchfithren), ein trainiertes Netz jedoch eine

,black box“ darstellt, von der man nicht verstehen
kann, wie sie zu ihren Ergebnissen gelangt. Eine Al-
ternative bieten Neuro-Fuzzy-Systeme [16], in de-
nen man versucht, die Vorteile von neuronalen Net-
zen mit der Versténdlichkeit von Fuzzy-Systemen
zu kombinieren.

4.5 Weitere Ansitze

Es ist klar, dafl in einem so kurzen Aufsatz wie die-
sem nicht alle bekannten Verfahren besprochen wer-
den konnen. Einige weitere sollen aber wenigstens
erwahnt werden.

o klassische statistische Verfahren

— Diskriminanzanalyse

Regressionsanalyse

Hauptkomponentenanalyse

Faktorenanalyse

Zeitreihenanalyse

k-nearest neighbour

e Verfahren des maschinellen Lernens

— induktive logische Programmierung
— conceptual clustering
— instance based learning

e cvolutionire/genetische Algorithmen

Von diesen Verfahren verdienen sicherlich die sta-
tistischen die grofite Aufmerksamkeit, denn sie ha-
ben eine gesicherte mathematische Grundlage —
im Gegensatz zu den meisten anderen Verfahren
(z.B. Entscheidungsbaumlernern), die nur Heuristi-
ken sind.

5 Zusammenfassung

Daten allein sind noch kein Wissen, aber in Daten
kann wichtiges Wissen verborgen sein. Dieses Wis-
sen zu finden und nutzbar zu machen ist jedoch
nicht leicht. Manuelle Analysen sind bei den heute
zu verarbeitenden Datenmengen undurchfiihrbar,
so daB der Mensch durch intelligente Computer-
programme unterstiitzt werden muf. Zwar konnen
diese Programme den Menschen noch lange nicht
ersetzen, noch mufl er ihren Einsatz steuern, aber
sie kénnen ihm eine wertvolle Hilfestellung lei-
sten. Dennoch ist Vorsicht geboten. Schwere Fehler
konnen auftreten, wenn komplexe Methoden nicht
richtig angewandt oder vom Anwender nicht hinrei-
chend verstanden werden.
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